
4th International Conference “Telecommunications, Electronics and Informatics” ICTEI 2012 
 

 
Chisinau, 17—20 May 2012  

– 79 – 

 

 
A STUDY ON CLASSIFICATION FOR THE VOWEL SIGNAL 

ACCORDING WITH EMOTIONAL STATE BASED ON  
RECURENT FUZZY C-MEANS ALGORITHM 

 
Marius Zbancioc, Monica Feraru  

"Institute of Computer Science" Romanian Academy of Iasi 
zmarius@etti.tuiasi.ro 

 
Abstract. In this paper we used the recurent fuzzy C-means algorithm in order to compare 

the centers of the clusters with the statistic  parameters obtained from the input data sets. Based on 
the experimental results, the FCM recurent is better than the clasical algorithms FCM and K-
means. The results are encouraging and justify further research with new features vectors for the 
automatically emotion recognition.  
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I. Introducere 

 
Starea emoţională sau fizică a unei fiinţe umane este cunoscută ca şi aspect emoţional a 

vorbirii şi poate fi inclusă şi în aşa-numitele aspecte paralingvistice. Deşi starea emoţională nu 
modifică conţinutul lingvistic, este un factor important în comunicarea umană, deoarece ne oferă 
informaţii de feedback în mai multe aplicaţii. Recunoaşterea emoţiilor cu ajutorul unui computer nu 
este o idee nouă. Primele investigaţii s-au desfăşurat pe la mijlocul anilor 1980 folosind statistic 
proprietăţile acustice anumite caracteristici [1], [2]. Zece ani mai târziu, evoluţia de arhitecturi noi 
de calculatoare a dus la punerea în aplicare a unor algoritmi complecşi de recunoaştere a emoţiilor. 

În momentul actual cercetarea este direcţionată spre găsirea unor combinaţii de clasificatori 
care măresc eficienţa clasificărilor în aplicaţiile din viaţa reală. De exemplu, în proiectele ''Prozodie 
pentru sistemele de dialog'' şi ''SmartKom'', sistemele de rezervare a biletelor sunt dezvoltate astfel 
încât să fie capabile să recunoască starea de disconfort sau frustrare a unui utilizator, iar răspunsul 
să fie cel corespunzător [3], [4]. Situaţii similare se găsesc de asemenea în cadrul aplicaţiillor de call 
center [5], [6]. 

În viitor, cercetarea din domeniul expresivităţii emotive va beneficia de disponibilitatea 
continuă la scară largă de colecţii emoţionale de date de vorbire, şi se va concentra pe îmbunătăţirea 
modelelor teoretice legate de comunicarea emoţiilor [7]. Într-adevăr, pe de o parte, colecţii mari de 
date care includ o varietate de enunţuri vorbitor în mai multe stări emotionale sunt necesare, în 
scopul de a evalua fidel performanţa algoritmilor de recunoaştere emoţională în vorbire. Colecţiile 
deja disponibile date constau doar din câteva enunţuri, şi, prin urmare, este dificil să se demonstreze 
rezultate de încredere în recunoaşterea de emoţie. Colecţii mari de date care includ o varietate de 
pronunţii ale unui vorbitor cu mai multe stări emoţionale sunt necesare, în scopul de a evalua cât 
mai bine performanţa algoritmilor de  recunoaştere a stărilor emoţionale în timpul vorbirii. Bazele 
de date disponibile constau doar din câteva rostiri şi prin urmare, este dificil să se demonstreze ca 
rezultatele obţinute sunt concludente în procesul de recunoaştere a emoţiilor în vorbire. 

Au fost testate mai multe metode de recunoaştere automată a emoţiilor [8], [9]. De exemplu, 
Dellaert, et al. au folosit probabilitatea maximă Bayes, regresia Kernel, şi metoda K-NN [10], în 
timp ce Roy şi Pentland au utilizat metodă de discriminare liniară Fisher [11]. În studiul propus în 
această lucrare am folosit o variantă de algoritm Fuzzy C-means cu recurenţă, care s-a dovedit mai 
performant decât algoritmii clasici K-means şi FCM. 
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II. Corpusul SROL 
 

Studiul s-a realizat pe singurul corpus emoţional adnotat pentru limba română, disponibil 
gratuit pe internet, care face parte din proiectul Sunetele Limbii Române (SRoL) [12]. Baza de date 
SRoL a obţinut diploma de excelenţă şi Medalia de Aur în cadrul Salonului International 
INVENTICA 2009. Ambasada Franţei din România face referire la baza de date SRoL, ca fiind o 
arhivă cu multiple aplicaţii în educaţie, în medicină, în sociolinguistică etc, precum şi învăţarea 
pronunţiei corecte a limbii române. 

Corpusul SRoL conţine peste 1500 de înregistrări distincte, disponibile în diverse formate de 
precizie şi codare. Fişierele sunt grupate în sunete de bază (fişiere de vocale, consoane, diftongi, 
triftongi, hiatusuri şi sunete specifice - ce, ci, che), în scurte propoziţii sau segmente de fraze, cu 
încărcătură emoţională diferită, şi în propoziţii referitoare la aspectele fonetice (în conexiune cu 
aspectele semantice) în frazele cu subiect dublu în Limba Română. Emoţiile studiate sunt starea de 
bucurie, de tristeţe, de furie şi tonul neutru. Propoziţiile înregistrate sunt: “Cine a făcut asta”, “Vine 
mama”, “Aseară”, “Ai venit iar la mine”, “Omul meu îl lucră”, “Îţi vei câştiga locul dorit”, “Oricum 
îţi poţi câştiga locul dorit”. Vorbitorii au pronunţat fiecare frază de minim trei ori; ei sunt persoane 
sănătoase din zona Moldovei (Iaşi, Bacău, Vaslui) care prezintă un minim de expresivitate 
emoţională. Vorbitorii au completat şi nişte chestionare referitoare la starea lor de sănătate. 
Înregistrarile au fost realizate conform protocolului de înregistrare [12].  

Corpusul include şi o secţiune dedicată instrumentelor software de procesare a semnalului 
vocal. Acestea permit preprocesarea semnalului cu operaţii de filtrare a semnalului (filtre trece sus 
70Hz pentru a limita banda de căutare a lui F0, respectiv trece jos pentru a limita banda formanţilor, 
filtre de mediere pentru eliminarea zgomotului), operaţii de segmentare în vederea delimitării 
semnalului vocalic de cel consonantic. Pentru detecţia frecvenţei fundamentale F0 s-au implementat 
4 metode: metoda cepstrală, metoda autocorelaţiei, metoda produsului spectrelor armonice HPS şi 
metoda funcţiei diferenţă AMDF. Rezultatele celor patru metode de extragere a lui F0 sunt aplicate 
unor metode de corecţie şi sunt ponderate în funcţie de performanţele fiecărui extractor în stabilirea 
rezultatului final.  

Detecţia formanţilor F1-F4 este realizată prin concatenarea fuzzy a unor „spectre netezite” 
obţinute prin filtrarea cepstrului. Pentru fiecare fonem sunt extrase valorile statistice privind durata 
şi valorile mediei, a deviaţiei standard, Skewness, Kurtosis, a medianei pentru valorile lui F0 şi a 
formanţilor F1-F4. 

Din rezultatele statistice obţinute se pot calcula distribuţia normală multivariată, histograme 
bidimensionale ale variaţiilor formanţilor (uzual în spaţiu F1-F2) şi calculul matricii de confuzie pentru 
vocale în diverse contexte emoţionale. Metodologia a fost stabilită de profesor H.N. Teodorescu. 

 
III. Algoritmul Fuzzy C-means Recurent 

 
Algoritmii de clusterizare grupează datele dintr-un set de intrare pe baza similarităţii acestora, 

cei mai cunoscuţi fiind cei ierarhici (aglomerativi şi de divizare) şi algoritmii de partiţionare. Din 
clasa algoritmilor de partiţionare fac parte EM (Expectation Maximization) bazaţi pe modele 
probabiliste, QT (quality threshold), algoritmii bazaţi pe teoria grafurilor şi K-means bazat pe 
calculul distanţei Euclidiene si a erorii pătratice. Din algoritmul K-means clasic au fost dezvoltaţi 
ulterior o serie de alţi algoritmi ce includ algoritmi genetici FGKA (Fast Genetic K-means 
Algorithm) sau tehnici fuzzy cum ar fi Fuzzy C-means (FCM). 

Pentru clusterizarea datelor am utilizat o variantă îmbunătăţită a algoritmului clasic FCM care 
asociază un coeficient de încredere fiecărui centru asociat unui cluster/partiţie fuzzy, coeficient ce se 



4th International Conference “Telecommunications, Electronics and Informatics” ICTEI 2012 
 

 
Chisinau, 17—20 May 2012  

– 81 – 

 

modifică recurent la fiecare nouă iteraţie a algoritmului. Algoritmul FCMR (fuzzy c-means 
recurent) rezolvă unul din marile dezavantaje ale algoritmului clasic, legat de faptul că învăţărea 
este nesupervizată şi că nu se cunosc apriori numărul real de clustere din setul de date de intrare. În 
această situaţie centrele clusterelor găsite de FCM nu converg către centrele reale, fapt ce este 
compensat în noul algoritm FCMR prin introducerea coeficienţilor de încredere recurenţi. 

In [13-15] Teodorescu propunea un model de sistemelor fuzzy recurente având ca justificare 
faptul că oamenii au tendinţa să îşi ajusteze raţionamentele pe baza rezultatelor preliminare. Astfel 
metacunoştinţelor (regulilor) ce conduc la obţinerea unor rezultate mai slabe ar trebui să li se 
asocieze coeficienţi de încredere mai mici în comparaţie cu cele care permit obţinerea unor rezultate 
mai bune. Deoarece sistemele fuzzy recurente – model Teodorescu reprezintă o generalizare a 
sistemelor clasice existente (Mamdani, Sugeno etc.), orice sistem fuzzy clasic (algoritm fuzzy) din 
orice domeniu de analiză, poate fi transformat într-un model fuzzy cu recurenţă la nivelul gradelor 
de încredere în metacunoştinţe/reguli [16].  

Datele de intrare },...,,{€ 21 nxxxx =  sunt vectori de n trăsături, distanţa între doi vectori fiind 
calculată pe baza distanţei Euclidiene, dar se pot folosi orice fel de distanţe: Mahalanobis, Pearson, 
Manhattan, Chebyshev, Lee, Hamming etc. Se va nota cu N dimensiunea setului de date { }kxX €= , 

Nk ,1= . Algoritmul FCM determină distanţa de la centrul fiecărui cluster jc  la fiecare vector de 
trăsături kx€ , şi îi asociază un grad de apartenenţă ]1,0[:, →Rkjµ , unde valoarea de 1 indică 
apartenenţa totală şi valoarea de 0 non-apartenenţa. Notăm cu C numărul de clustere/partiţii şi cu U 
matricea de dimensiune CxN ce păstrează toate gradele de apartenenţă. 

Pseudocodul algoritmului FCMR este următorul: 
1. Faza de iniţializare cu numere aleatoare a matricei )0(U  şi normalizarea acesteia, stabilirea 

numărului de clustere NC ≤≤2 , a erorii de convergenţă a algoritmului ε  şi a exponentului m 
aplicat gradelor de apartenenţă. În plus este introdusă o matrice a coeficienţilor de încredere 
recurenţi { }1)0( =jkCF , t=0; 

2. Se calculează mulţimea C a centrilor partiţiilor }€{ *
jc , folosind o relaţie de calcul cu coeficienţii 

de încredere recurenţi. Se determină distanţele }{ *
jkd  de la fiecare element al setului de date X la 

fiecare centru; 
3. Pe baza distanţelor de calculează funcţia obiectiv J* şi valoarea gradelor de apartenenţă la 

momentul următor de timp )1( +tU ; 
4. În functie de noile valori din matricea )1( +tU se reactualizează coeficienţii recurenţi la momentul t+1; 
5. Dacă diferenţele funcţiei obiectiv )()1( tt JJ −+ sunt peste limita de convergenţă (eroarea impusă 

ε ) şi nu s-a depăşit numărul maxim de iteraţii se revine la Pas2. 
 
Prin simulare s-a constatat că performanţele algoritmului FCMR propus pot fi îmbunătăţite 

dacă aplicarea coeficienţilor de încredere nu se face încă de la început, ci cu „întârziere” după ce a 
avut loc o deplasare „grosieră” a centrilor clusterelor. 
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Fig.1 a) FCM clasic  b)FCM recurent  c)FCMR aplicat cu “întârziere” 
În figura 1 se poate observa cum pentru situaţia când avem un număr real de M=3 clustere şi 

doar C=2 clustere specificate algoritmuluii de partiţionare, cum algoritmul clasic FCM poziţionează 
un centru între două clustere, algoritmul FCMR atinge toate 3 centrele clusterelor şi algoritmul 
FCMR aplicat cu „întârziere” este mai robust găsind în mod frecvent doar 2 clustere. Simulările au 
fost făcute rulând algoritmii de 50 ori. 

Astfel algoritmul FCMR rezolvă parţial o altă critică adusă algoritmilor clasici K-means şi 
FCM şi anume că aceştia pot converge spre un maxim local şi nu global şi că valoarea finală a 
centrelor clusterelor depinde de valorile alese iniţial pentru centrii partiţiilor/clusterelor. 

 
IV. Rezultate şi discuţii 

 
Scopul cercetăriilor a fost de a vedea dacă un algoritm de clusterizare bazat pe învăţare 

nesupervizată poate partiţiona spaţiul caracteristicilor extrase din vocalele limbii române furnizând 
centri clusterelor cât mai apropiat de valorile medii determinate statistic.  

Pe baza fişierelor de adnotare se delimitează din corpusul emoţional SROL poziţia de start şi 
poziţia finală a tuturor vocalelor limbii române. Aplicaţia software implementată extrage valorile 
mediei, dispersiei, medianei, Skewness, Kurtosis pentru frecvenţa fundamentală F0 şi formanţii F1-
F4. Sunt păstrate şi informaţii privind emoţia exprimată, sexul şi numărul de identificare asociat 
vorbitorului. Mai nou au fost introduşi ca parametri valoarea de jitter pentru variaţiile lui F0 şi de 
shimmer pentru fluctuaţiile în amplitudine, care să ajute la identificarea emoţiei. 
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Fig.2 Reprezentarea valorilor fornanţilor F1, F2 pentru toate vocalele extrase din corpusul emoţional 
SROL 

 
S-au comparat poziţiile clusterelor furnizate de algoritmul FCMR pentru un număr de C=7 

clustere (câte o partiţie pentru fiecare din cele 7 vocale ale limbii române ‘a’,’e’,’i’,’o’,’u’,’ă’,’î’) cu 
valorile obţinute statistic în urma unor cercetări aterioare şi raportate în [17][18]. În figura 2 s-au 
reprezentat în spaţiul formanţilor F1, F2 triunghiul vocalelor determinat pentru toate vocalele şi toţi 
vorbitorii din corpusul emoţional SROL. 

În fig. 3 se poate observa cum partiţionează algoritmul FCM recurent spaţiul datelor de intrare 
reprezentat prin vectori de trăsături în componenţa cărora sunt incluşi formanţii inferiori F1 şi F2. 
Repetând numărul de simulări s-a putut observa că algoritmul FCMR găseşte centrii clusterelor în 
mod frecvent în anumite regiuni. S-au comparat aceste zone cu elipsele de încadrare determinate 
statistic şi se observă că acestea aproximează destul de bine centrii clusterelor. Diferenţe apar în 
zona vocalei ‘a’ unde cele două clustere pot fi înglobate într-unul singur şi în zona vocalei ‘e’ unde 
algoritmul nu reuşeşte să poziţioneze un centru.. 

 
Fig.3 a) Partiţii FCMR (C=7) pentru o singură rulare, respectiv b) pentru 50 de rulări 

 
Fig.4 a) Elipse de încadrare determinate statistic, b) Migrarea clusterelor desterminate de FCM (C=7) 

 
 

V. Concluzii şi direcţii viitoare 
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S-a verificat experimental că algoritmul FCM recurent este suficient de robust pentru a găsi 
centrii clusterelor apropiaţi ca poziţionare de valorile statistice ale parametrilor din setul de intare. 
Prin simulare s-a verificat că introducerea coeficienţilor recurenţi conduce la rezultate mai bune 
decât algoritmii clasici FCM şi K-means. 

Pe baza rezultatelor obţinute apare necesitatea introducerii unor algoritmi semisupervizaţi cu 
fixarea centrilor clusterilor în puncte considerate a fi reprezenative pentru  recunoaşterea unei 
vocale. Se asemnea prin învăţare semisupervizată se pot defini conexiuni între două puncte 
învecinate de genul “puternic” legate / “slab” legate care să forţeze apartenenţa la un cluster. 
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