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ADNOTARE 
 

Teza de master are următoarea structură de redactare:  

- introducere; 

- importanța temei; 

- analiza domeniului de studiu; 

- descrierea sistemului de detectare a liniilor de bandă și a obiectelor;  

- implementare și rezultate; 

- concluzii; 

- bibliografie; 

- anexe. 

Cuvinte cheie: conducere autonomă, percepție, machine learning, rețele neuronale, yolov4. 

Scopul lucrării constă în cercetarea și implementarea metodelor de procesare a imaginii bazate pe machine 

learning în sistemul care va extrage informația despre liniile de bandă a carosabilului și prezența altor obiecte în 

timp real pe direcția de deplasare a vehiculului autonom.  

Domeniul de cercetare îl constituie aspectele teoretice şi științifice de implementare a algoritmilor bazați pe 

rețele neuronale cu scopul de percepție a mediului înconjurător din perspectiva conducerii autonome. 

Teza cuprinde în sine introducere, trei capitole, concluzii și bibliografie, anexe. 

Capitolul 1 descrie aspecte teoretice despre analiza literaturii în domeniul conducerii autonome, etapa actuală 

și analiza provocărilor în domeniu. Cercetarea mai amplă a componentei de percepere bazată pe  metode de 

machine learning. 

Capitolul 2 prezintă descrierea modelelor bazate pe rețele neuronale ce pot fi utilizate cu scop de  detectarea 

de obiecte și a liniilor de bandă, descrierea sistemului și a pașilor pentru a obține recunoașterea adecvată a 

obiectelor în timp real pentru conducerea autonomă. 

Capitolul 3 conține descrierea rezultatelor cantitative și calitative obținute în urma implementării și antrenării 

sistemului pe seturi de date utile pentru vehicul autonom, cu scopul de a determina posibilitatea de utilizare în 

timp real pentru conducerea autonomă. 

În concluzie se remarcă că s-a reușit implementarea unui sistem cu scop de percepere a mediului înconjurător 

în timp real pentru vehicul autonom, implementând  modele bazate pe rețele neuronale cu scop de recunoaștere 

a obiectelor legate de circulația rutieră și a liniilor de bandă. 

 

 

 

 

 

 



 

ANNOTATION 
 

The master’s thesis is based on the following rendering stricture:  

- introduction; 

- importance of the topic 

- field of study analysis; 

- description of system for object and lane line detecting; 

- implementation and results; 

- conclusions; 

- bibliography; 

- annexes. 

Key words: autonomous driving, perception, machine learning, neuronal networks, yolov4. 

The purpose of the thesis is researching and implementing image processing and object detection 

methods based on machine learning, in the system that will extract information in real time about the road 

lane line and presence of other objects on the direction of movement of the autonomous vehicle.   

Thesis contains introduction, three chapters, conclusions, a bibliography list and annexes. 

Chapter one describes theoretical aspects of literature analysis in the field of autonomous driving, 

actual situation and analysis of actual challenges in field. Extensive research on the perception component 

based on methods of machine learning. 

Chapter two discloses a description of the methods based on neuronal networks which could be used 

for object and lane line detection, system description and paths for obtaining suitable recognition of objects 

in real time for autonomous driving. 

Chapter three describes the quantitative and qualitative results obtained after implementing and 

training the system on suitable datasets for autonomous vehicle with purpose of using the system in real 

time for autonomous driving. 

In conclusion it is noted that was implemented a system for real time perception of environment for 

autonomous vehicle, using models based on neuronal networks with purpose of recognition of information 

related to objects from autonomous driving perspective and lane line detection. 
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INTRODUCERE 

Automobilele autonome au devenit un subiect foarte important în ultimul deceniu, în cercetările 

inginerești și știința calculatoarelor. Majoritatea companiilor mari producătoare de automobile au lansat 

vehicule cu caracteristici semi-autonome. Companii precum Google, Uber, Ford, BMW și-au testat deja 

autovehiculele pe șosea. Viziunea optică este o componentă esențială a mașinii autonome. Detectarea 

precisă a obiectelor în timp real, cum ar fi vehiculele, pietonii, animalele și indicatoarele rutiere, ar putea 

accelera ritmul construirii unei mașini cu conducere automată la fel de sigură ca șoferii umani. Înțelegerea 

imaginii a fost o sarcină provocatoare de zeci de ani. Spre deosebire de figurile geometrice, obiectele din 

lumea reală sunt întotdeauna figuri neregulate. Același obiect poate să apare sub diferite forme atunci când 

este capturat din diferite unghiuri sau obiectul în sine își schimbă forma. Mai mult, imaginile obiectelor din 

mediul real sunt variate de iluminare, rotație, scară și ocluzie, ceea ce face sarcina de detectare a obiectelor 

mai dificilă. În ultimii ani, o serie de soluții bazate pe rețele neuronale convoluționale au făcut o 

îmbunătățire semnificativă în recunoașterea imaginilor. În competiția de recunoaștere vizuală pe scară largă 

ImageNet (ILSVRC, 2015), computerele se descurcau mai bine decât oamenii în sarcina de clasificare a 

imaginilor. În 2016, a fost propus un detector rapid de obiecte Yolo [35], pentru a extinde detectarea 

obiectelor în situații reale în timp. Astfel, apare motivația de aplicare a modelului de detectare a obiectelor 

Yolo, în domeniul conducerii autonome. Totodată, a avut loc dezvoltarea acestui model și au apărut diverse 

versiuni cu performanțe îmbunătățite, una din cele mai recente și performante este versiunea a patra 

YoloV4. Experimental YOLOv4 a obținut o valoare de acuratețe de 43,5 la sută (65,7 la sută AP50) pe 

setul de date MS COCO și a atins o viteză în timp real de ~ 65 imagini pe secundă pe Tesla V100, depășind 

cele mai rapide și mai precise detectoare din punct de vedere al vitezei și acuratețe. YOLOv4 este de două 

ori mai rapid decât EfficientDet, cu performanțe comparabile. În plus, comparativ cu YOLOv3, acuratețea 

și viteza au crescut cu 10% și respectiv 12% [53]. Totodată sarcina de detectare a liniilor de bandă rămâne 

una importantă în conducerea autonomă. În special, sarcina de detectare a benzii este cea care este 

responsabilă să recunoască zona care poate fi condusă prin detectarea marcajelor de bandă și elaborarea 

informațiilor obținute pentru a descrie geometria drumului înaintea vehiculului. Lipsa caracteristicilor 

distinctive face ca algoritmii de detectare a benzii tind să confunde liniile cu obiecte cu aspect local similar. 

În plus, numărul inconsecvent de benzi de pe un drum, precum și modelele diverse ale liniilor de benzi, de 

ex. liniile solide, întrerupte, simple, duble, de îmbinare și de împărțire împiedică și mai mult performanța. 

LaneNet este o metodă dezvoltată pentru detectarea liniilor de bandă bazată pe două rețele neuronale 

profunde. Utilizarea rețelei neuronale profunde conferă metodei o mare robustețe și conducta de detectare 

în două etape reduce costul de calcul. Viteza mare de rulare și costul de calcul scăzut oferă LaneNet -ului 

capacitatea de a fi implementat pe vehicule autonome. Experimentele validează faptul că LaneNet oferă în 

mod constant performanțe remarcabile în scenariile de trafic din lumea reală[51].  
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